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摘要 

近年網路訊息的爆發式成長，人們每天都能接觸到海量的訊息，但文章中常常包含非必

要的資訊、雜訊，降低人們閱讀的效率，若能使用自動文章摘要(Automatic Document 

Summarization)的技術，將文章中重點萃取出來，便可大幅節省人們閱讀的時間。目前

的自動摘要方法，主要分為抽取式(Extractive)摘要與重寫式(Abstractive)摘要，且大部分

研究皆驗證在英文的資料集上。本論文提出兩種新穎的序列生成架構於重寫式摘要，包

含「以 BERT 為編碼器之指針生成摘要法」與「融合 BERT 與 Transformer 之指針生成

摘要法」。此外，目前重寫式摘要研究多半是以英文語料為研究目標，因此在本研究中，

我們探討這些模型於中文重寫式摘要的任務成效，以作為後續研究的重要比較基礎。 

關鍵詞：自動文章摘要、BERT、Transformer、指針生成網路。 

一、緒論 

自動文章摘要之研究分為兩大類，抽取式(Extractive)摘要與重寫式(Abstractive)摘要。前

者依據特定的摘要比例，從原始文章中選取具代表性的語句來組成摘要。後者則是讓機

器閱讀整篇文章，理解文章內容後，重新撰寫摘要代表這篇文章，其使用的詞彙不一定
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全來自原始文章，這種摘要方式可說是更貼近人類平常撰寫摘要的形式。 

近年來自動摘要的研究中，序列對序列模型應用於重寫式摘要的研究[1-5]，在眾多

資料集中驗證其豐碩的成果。特別是近年提出的指針生成網路(Pointer Generator Network, 

PGN)，其機制可以有效解決文章中存在非字典詞彙(Out-of-vocabulary)的問題，因此被

應用在重寫式摘要上。近年由谷歌提出的 Transformer[6]架構，使用注意力(Attention)機

制，可以解決遞迴神經網路的長時間序列信息丟失問題並平行處理，加速網運算。谷歌

基於Transformer架構進一步地提出BERT，在自然語言處理(Natural Language Processing, 

NLP)的各項任務中，使用 BERT 效果均獲得顯著的提升。 

  本論文提出兩個新穎的重寫式摘要模型。第一個模型以指針生成網路為基礎，加上

BERT 作為編碼器，期望 BERT 能生成強健且準確的文章表示特徵，提升重寫式摘要的

任務成效，我們稱為「以 BERT 為編碼器之指針生成摘要法」。第二個模型為第一個模

型的延伸，除了使用 BERT 作為編碼器外，我們使用 Transformer 架構代替傳統遞迴神

經網路，讓注意力機制來獲得時間序列上的關係，用以解決長時間序列訊息丟失問題，

產生更加強健且依賴上下文資訊的特徵，期望讓重寫式摘要效能再進一步提升，我們稱

為「融合 BERT 與 Transformer 之指針生成摘要法」。此外，我們將探討這些模型在中文

重寫式摘要的任務成效，以作為後續研究的重要比較基礎。 

二、相關方法 

（一）序列對序列模型 

序列對序列模型(Sequence-to-sequence)[7]主要包含兩大部分，編碼器(Encoder)與解碼器

(Decoder)。編碼器與解碼器大多由遞迴神經網路(Recurrent Neural Networks)構成，例如

長短期記憶網路(Long Short-term Memory, LSTM)[8]。 

  給定一段詞彙序列{𝑤1, 𝑤2… ,𝑤𝑛, …𝑤𝑁}依序輸入編碼器中，每個詞彙𝑤𝑁之詞向量𝑥𝑛

會與前一個時間點遞迴神經網路的輸出ℎ𝑛−1，一起輸入遞迴神經網路，產生此時間點遞

迴神經網路的輸出ℎ𝑛。在解碼器部分，由於輸入文章的每個詞彙對於解碼器產生的每個

輸出重要程度並不一樣，有研究提出加入注意力機制[9]，使得解碼器在每個時間點，會

對編碼器的所有時間點產生一個注意力權重，表示編碼器中每一個時間點對於此時解碼
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器的重要性。在解碼器中，遞迴神經網路會在每個時間點產生一個輸出向量𝑠𝑡，此一向

量將與編碼器的每個時間點輸出ℎ𝑛計算得到一個相關性權重𝑒𝑛
𝑡，並透過正規化

(Normalize)，獲得𝑡時間點，解碼器對於編碼器的注意力權重𝑎𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑒𝑛
𝑡)，其中

𝑣𝑇 ,𝑊ℎ,𝑊𝑠, 𝑏𝑎𝑡𝑡𝑛即為注意力機制中的模型參數。接著，將每一個注意力權重𝑎𝑛
𝑡與所對應

的ℎ𝑛相乘後加總，就可獲得當前時間點之注意力向量𝑠𝑡
∗: 

𝑒𝑛
𝑡 = 𝑣𝑇𝑡𝑎𝑛ℎ(𝑊ℎℎ𝑛 +𝑊𝑠𝑠𝑡 + 𝑏𝑎𝑡𝑡𝑛)     式(1) 

𝑠𝑡
∗ = ∑ 𝑎𝑛

𝑡 ℎ𝑛
𝑁
𝑛=1          式(2) 

再經過全連接層以及𝑠𝑜𝑓𝑡𝑚𝑎𝑥激活函數，會輸出一個辭典大小維度的機率分布，每一個

維度對應一個字典中的詞。我們將分數最高的詞選取出來，作為此時間點的輸出，同時

也是下個時間點的輸入。重複步驟直到解碼器輸出特殊符號 < 𝐸𝑂𝑆 >為止。 

（二）指針生成網路(Pointer Generator Network, PGN) 

在傳統序列對序列之重寫式摘要的任務中，某些詞彙雖然出現在輸入文字序列中，但若

它並非存在字典中(Out-of-Vocabulary, OOV)，這類詞彙是無法被解碼器解碼出來的。為

了解決此一問題，近年有研究提出了指針生成網路(Pointer Generator Network, PGN)，其

架構如圖一所示。一篇文章之詞彙{𝑤1, 𝑤2… ,𝑤𝑛, …𝑤𝑁}，逐一輸入編碼器遞迴神經網路

後，產生每個時間點的輸出向量ℎ𝑛。與序列對序列模型中的解碼器一樣，遞迴神經網路

會在每個時間點產生輸出𝑠𝑡，並與編碼器每個時間點ℎ𝑛產生𝑒𝑛
𝑡，藉由正規化得到注意力

權重𝑎𝑡，然後我們將注意力權重𝑎𝑡 = [𝑎1
𝑡 , … , 𝑎𝑛

𝑡 , … , 𝑎𝑁
𝑡 ]乘上編碼器每個時間點之ℎ𝑛，相

加後得到當前時間點解碼器之注意力向量𝑠𝑡
∗，再透過全連接層以及𝑠𝑜𝑓𝑡𝑚𝑎𝑥激活函數，

可以得到字典(Vocabulary)中所有詞彙的機率分布𝑃𝑣𝑜𝑐𝑎𝑏： 

𝑃𝑣𝑜𝑐𝑎𝑏 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(�̀�(𝑉[𝑠𝑡, 𝑠𝑡
∗] + 𝑏) + �̀�)    式(3) 

其中，�̀�, 𝑉, 𝑏, �̀�為可學習之模型參數。除了𝑃𝑣𝑜𝑐𝑎𝑏外，指針生成網路會產生一個僅由輸入

的文字序列計算而得的語言模型𝑃𝑃𝐺𝑁，這個語言模型的辭典僅由輸入中所有不同的字詞

所組成，因此可能包含沒有出現在𝑃𝑣𝑜𝑐𝑎𝑏中的字詞。𝑃𝑃𝐺𝑁可以快速地由注意力權重𝑎𝑡計

算而得，由於注意力權重𝑎𝑡已經過正規化，因此𝑃𝑃𝐺𝑁必定滿足機率公設∑ 𝑃𝑃𝐺𝑁(𝑤)𝑤 = 1。

最後，我們利用𝑠𝑡、𝑠𝑡
∗和解碼器時間點𝑡之輸入𝑥𝑡計算出𝑃𝑣𝑜𝑐𝑎𝑏與𝑃𝑃𝐺𝑁的結合係數𝜆𝑡，並
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透過線性組合，產生解碼器在時間點𝑡的參考機率分布𝑃(𝑤)。藉由此方式，不同於序列

對序列模型，指針生成網路便可以輸出非字典裡的詞。 

 𝑃𝑃𝐺𝑁(𝑤) = ∑ 𝑎𝑛
𝑡

𝑛: 𝑤𝑛=𝑤        式(4) 

𝜆𝑡 = 𝜎(𝑊𝑠∗𝑠𝑡
∗ +𝑊𝑠𝑠𝑡 + 𝑤𝑥𝑥𝑡 + 𝑏𝑝𝑡𝑟)     式(5) 

𝑃(𝑤) = (1 − 𝜆𝑡)𝑃𝑣𝑜𝑐𝑎𝑏(𝑤) + 𝜆𝑡𝑃𝑃𝐺𝑁(𝑤)    式(6) 

（三）Transformer 

Transformer 為谷歌近年提出的序列對序列模型[6]，其使用注意力機制搭配捲積神經網

路來處理時間序列輸入。在編碼器端，Transformer 透過矩陣運算的方式，將每個輸入詞

彙𝑤𝑛分別乘上𝑄, 𝐾, 𝑉三個矩陣，得到𝑞𝑛, 𝑘𝑛, 𝑣𝑛三個向量，接著詞彙𝑤𝑛的𝑞𝑛向量分別會與

所有詞彙的𝑘𝑖向量計算出注意力權重，而後注意力權重再與所對應的𝑣𝑖相乘後相加，產

生詞彙𝑤𝑛新的向量表示法。於解碼器端，解碼器的詞彙除了與解碼器其他詞彙計算注意

力外，也與編碼器每個輸入詞彙計算注意力，藉此來與編碼器產生關係，最後產生當前

時間點之輸出。相較於傳統序列對序列模型，Transformer 主要由注意力機制組成，且因

為 Transformer 可以進行平行化訓練，相較於遞迴神經網路，可減少相當多的時間成本。 

（四）BERT 

基於 Transformer，谷歌又進一步地提出了 BERT(Bidirectional Encoder Representations 

 

圖一、指針生成網路(Pointer Generator Network, PGN)架構圖 
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from Transformers)模型[10]，它使用多層 Transformer 作為主要模型架構，並在兩個任務

上進行訓練。第一個任務是遮蔽式語言模型(Masked Language Model)，其作法是隨機將

輸入遮蔽，模型訓練的目標為預測被遮蔽的輸入；第二個任務則是下一句預測(Next 

Sentence Prediction)，做法為同時輸入兩個句子，模型需預測這兩個句子是否為上下文

的關係。BERT 的訓練不需要標記資料，因此它可以在非常大量的資料中進行這兩個任

務的訓練，而形成一個強健的預訓練模型，而後，其他自然語言任務只需要在這個預訓

練模型上進行參數微調，便能取得很好的效果[11]。 

三、方法 

本研究嘗試從兩個面向探討現階段重寫式摘要的問題，並藉由指針生成網路、

Transformer 和 BERT，提出新穎的重寫式摘要模型，期望增進重寫式摘要的成效。第一

個面向是編碼器是否能生成足夠代表文章之表示法：由於解碼器需藉由編碼器生成之文

章表示法，來生成出對應此篇文章之摘要，因此如何生成好的文章表示法顯然是一個重

要的任務。第二個面向是遞迴神經網路的取代性：當輸入遞迴神經網路的訊息越長，較

遠的資訊對於後面時間點的影響越薄弱，但較遠的資訊也可能很重要。此外，遞迴神經

網路模型需要依序訓練，無法有效運用平行運算加速處理，常消耗很多時間成本。 

  有鑑於此，本論文提出兩個新穎的重寫式摘要模型，第一個模型是以指針生成網路

為基礎，以 BERT 作為句子表示法的編碼器，期望藉由 BERT 來生成強健且準確的文

章表示特徵，使得解碼器能依據此表示法，生成出更好的摘要。第二個模型為第一個模

型的延伸，除了使用 BERT 作為編碼器外，更進一步將遞迴神經網路改為使用

Transformer 架構，用注意力機制來獲得時間序列上的關係，藉此解決長時間序列訊息丟

失問題，產生更強健且依賴上下文資訊的特徵，期望重寫式摘要的效能再進一步的提升。 

（一）以 BERT 為編碼器之指針生成摘要法 

為了讓序列對序列模型的編碼器能產生更強健的表示法，我們提出一套以 BERT 為編碼

器的指針生成摘要法，其模型架構如圖二所示。我們將文章中文字序列

{𝑤1, 𝑤2… ,𝑤𝑛, …𝑤𝑁}的前後分別加入[𝑐𝑙𝑠]與[𝑠𝑒𝑝]，作為文章開始與結束的符號，輸入到

BERT 編碼器中，BERT 將輸出每個字所對應之向量表示法{ℎ𝑐𝑙𝑠, ℎ1, ℎ2… , ℎ𝑛, … , ℎ𝑁 , ℎ𝑠𝑒𝑝}，

我們將[𝑐𝑙𝑠]所對應之向量ℎ𝑐𝑙𝑠視為整篇文章的向量表示法。解碼器端，我們同樣採用傳
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統遞迴神經網路為模型基礎。在解碼的過程中，遞迴神經網路會在每個時間點𝑡產生一

個輸出 𝑠𝑡， 𝑠𝑡會與編碼器輸出的每個字向量表示法ℎ𝑛計算出注意力權重𝑎𝑡 =

[𝑎1
𝑡 , … , 𝑎𝑛

𝑡 , … , 𝑎𝑁
𝑡 ]，其中[𝑐𝑙𝑠]與[𝑠𝑒𝑝]並沒有加入計算。得到注意力權重後，編碼器中每

個字向量表示法ℎ𝑛與時間點𝑡的注意力權重𝑎𝑛
𝑡相乘並相加後，即得到當前時間點𝑡於解碼

器的注意力向量𝑠𝑡
∗。最後，如同指針生成網路，我們使用𝑠𝑡與𝑠𝑡

∗產生詞彙生成機率分布

𝑃𝑣𝑜𝑐𝑎𝑏；以注意力權重𝑎𝑡產生𝑃𝑃𝐺𝑁；再利用𝑠𝑡、𝑠𝑡
∗和解碼器時間點𝑡之輸入𝑥𝑡計算出𝑃𝑣𝑜𝑐𝑎𝑏

與𝑃𝑃𝐺𝑁的結合係數𝜆𝑡，並透過線性組合，產生解碼器在時間點𝑡的參考機率分布𝑃(𝑤)（可

參閱二-(二)）。與傳統序列對序列、指針生成網路相比，我們改用 BERT 作為文章的特

徵抽取器，期待藉由更強健的文章特徵可以產生更佳的重寫式摘要。 

（二）融合 BERT 與 Transformer 之指針生成摘要法 

此方法為以 BERT 為編碼器之指針生成摘要法之改良模型，方法架構如圖三所示。首

先，當我們將文章中文字序列{𝑤1, 𝑤2… ,𝑤𝑛, …𝑤𝑁}的前後分別加入[𝑐𝑙𝑠]與[𝑠𝑒𝑝]，輸入到

BERT 編碼器之中，獲得對應之向量表示法{ℎ𝑐𝑙𝑠, ℎ1, … , ℎ𝑛, … , ℎ𝑁 , ℎ𝑠𝑒𝑝}後，將每個字向量

ℎ𝑛各自乘上𝐾1, 𝑉1兩個矩陣，產生兩個對應向量𝑘𝑛與𝑣𝑛，這兩組向量（即𝐤1
𝑁 =

{𝑘1, 𝑘2… , 𝑘𝑛, … , 𝑘𝑁}與𝐯1
𝑁 = {𝑣1, 𝑣2… , 𝑣𝑛, … , 𝑣𝑁}）將用於解碼器之中。在解碼的過程中，

當我們解碼第𝑡時間點時，會藉由 Transformer 機制，考慮時間點𝑡之前所生成的所有字

詞{𝑜1, 𝑜2… , 𝑜𝑡−1}。更明確地，我們先將{𝑜1, 𝑜2… , 𝑜𝑡−1}通過詞向量層(Embedding Layer)，

 

圖二、以 BERT 為編碼器之指針生成摘要法架構圖 
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轉換為詞向量後，{ℎ𝑜1 , ℎ𝑜2 , … , ℎ𝑜𝑡−1}透過𝑄2, 𝐾2, 𝑉2三個權重矩陣進行轉換，為每一個字

分別產生三個向量表示法，即𝐪𝑜1
𝑜𝑡−1 = {𝑞𝑜1 , 𝑞𝑜2 , … , 𝑞𝑜𝑡−1}、𝐤𝑜1

𝑜𝑡−1 = {𝑘𝑜1 , 𝑘𝑜2 , … , 𝑘𝑜𝑡−1}與

𝐯𝑜1
𝑜𝑡−1 = {𝑣𝑜1 , 𝑣𝑜2 , … , 𝑣𝑜𝑡−1}。接下來，我們依照 Transformer 自我注意(Self-attention)的機

制，計算時間點𝑡時的表示法𝑠𝑡，最後我們再把編碼器的資訊也考慮進來產生𝑠𝑡
∗: 

𝑠𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (
𝑞𝑜𝑡−1(𝒌𝑜1

𝑜𝑡−1)
⊺

√𝑑𝑖𝑚
)𝒗𝑜1

𝑜𝑡−1     式(7) 

𝑠𝑡
∗ = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (

𝑠𝑡(𝒌1
𝑁)

⊺

√𝑑𝑖𝑚
)𝒗1

𝑁       式(8) 

𝑑𝑖𝑚表示向量的維度，⊺表示矩陣的轉置，並且𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (
𝑠𝑡(𝒌1

𝑁)
⊺

√𝑑𝑖𝑚
)即為注意力權重𝑎𝑡 =

[𝑎1
𝑡 , … , 𝑎𝑛

𝑡 , … , 𝑎𝑁
𝑡 ]。如同指針生成網路，我們使用𝑠𝑡與𝑠𝑡

∗產生詞彙生成機率分布𝑃𝑣𝑜𝑐𝑎𝑏；

以注意力權重𝑎𝑡產生𝑃𝑃𝐺𝑁；再利用𝑠𝑡、𝑠𝑡
∗和解碼器時間點𝑡之輸入𝑥𝑡−1計算出𝑃𝑣𝑜𝑐𝑎𝑏與𝑃𝑃𝐺𝑁

的結合係數𝜆𝑡，並透過線性組合，產生解碼器在時間點𝑡的參考機率分布𝑃(𝑤)（可參閱

二-(二)）。，此一方法不僅使用 BERT 作為編碼器，更進一步地使用 Transformer 取代傳

統的遞迴神經網路，期望這套融合 BERT 與 Transformer 之指針生成摘要法不僅可以平

行運算，也可以獲得更好的摘要成效。 

 

圖三、融合 BERT 與 Transformer 之指針生成摘要法 
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四、實驗設定與結果討論 

（一）實驗設定

本論文使用之資料集為 MATBN 中文摘要資料集，共有 205 則文章與對應之摘要，我們

依照 80%、10%、10%的比例將資料集隨機切分為訓練集、驗證集以及測試集。實驗結

果為三次隨機切分資料集的平均分數。衡量指標為召回率導向的摘要評估(Recall-

Oriented Understudy for Gisting Evaluation, ROUGE)[12]，以 ROUGE-1、ROUGE-2 與

ROUGE-L 三種指標為衡量標準。參數設置方面，詞向量設定為 128，隱藏層設定為 256，

丟失率設定為 0.3，採用 Adam 優化器，學習率設定為 0.001，批次大小設定為 32。

Transformer 參數設置則依照原論文之設置[6]，而層數則設定為 1 層。 

（二）實驗結果

首先第一組的實驗中，我們先測試基礎系統（即序列對序列模型(seq2seq)與指針生成網

路(PGN)），在中文重寫式摘要的成效，實驗結果如表一所示。實驗結果發現，序列對序

列模型在重寫式摘要上已經展現了一定的生成能力。當比較指針生成網路與序列對序列

模型時，指針生成網路的 ROUGE 分數有大幅度提升，其中 ROUGE-1 與 ROUGE-2 分

數更是兩倍以上。我們認為指針生成網路類似於生成式摘要與抽取式摘要的結合，不僅

從文章中抽取重要的詞彙作為摘要，也從詞彙表中選擇合適的詞彙加入摘要，在這種架

構下能夠學習語句更通順且更有代表性的摘要，進而提升摘要生成之品質。 

表一、基礎系統與本論文所提出方法之實驗結果 

ROUGE-1 ROUGE-2 ROUGE-L 

Baseline Systems 
seq2seq 0.225 0.153 0.211 

PGN 0.451 0.323 0.368 

Our Approaches 
Method 1 0.499 0.346 0.397 

Method 2 0.508 0.340 0.403 

表二、進階的基礎系統實驗結果 

ROUGE-1 ROUGE-2 ROUGE-L 

Advanced Baseline Systems 
seq2seq 0.243 0.157 0.212 

PGN 0.469 0.335 0.371 
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接著，我們檢驗本研究所提出的兩個方法，實驗結果如表一所示。首先，我們所提

出的第一個方法「以 BERT 為編碼器之指針生成摘要法」(Method 1)，相較於序列對序

列模型，成效有大幅度的提升；而當我們進一步比較指針生成網路與我們提出的以

BERT 為編碼器之指針生成摘要法，在 3 種評估指標中，分別有 9.6%、6.8%及 7.1%的

相對提升。此結果顯示相較於遞迴神經網路，BERT 能取出更為強健的文章與字詞向量

表示法，使得解碼器能透過此表示法生成出更具代表性的文章摘要。而當我們進一步地

將遞迴神經網路架構以 Transformer 架構取代，則形成我們所提出的第二個方法「融合

BERT 與 Transformer 之指針生成摘要法」(Method 2)，其實驗結果顯示，這個結合以

BERT 作為特徵抽取、Transformer 作為模型的主幹，再輔以指針生成網路的概念所形成

的重寫式摘要法，可以獲得相當優良的實驗成效。 

  最後，為了分析 Transformer 與傳統遞迴神經網路的差異，我們試著將基礎系統的

解碼器皆以 Transformer 取代傳統的長短期記憶模型，其實驗結果如表二所示。比較表

二與表一中的基礎系統，實驗結果顯示使用 Transformer 於解碼器的序列對序列模型與

指針生成網路，ROUGE 分數皆較使用長短期記憶模型的基礎系統有所提升，說明了

Transformer 確實較傳統遞迴神經網路有較好的效能。 

五、結論 

本論文透過兩個面向來探討現今重寫式摘要模型，第一個面向是如何在編碼器生成更強

健且更代表文章內容之文章表示法，使解碼器端根據更完整的文章訊息，生成出更好的

文章摘要。第二個面向是如何解決遞迴神經網路長時間序列下信息丟失問題，使長序列

下的文字也能維持著強健的依賴關係。因此，本論文提出兩種新穎的摘要方法，即「以

BERT 為編碼器之指針生成摘要法」與「融合 BERT 與 Transformer 之指針生成摘要法」，

並驗證於中文的摘要資料集中。實驗顯示，本研究所提出之改進方法，確實有效地提升

摘要任務的成效。在未來，我們會持續深入地探討使用不同 Transformer 層數對於摘要

的效能影響外，亦希望能將目前更新穎的 XLNET[13]也應用於重寫式摘要的任務之中。 
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